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Abstract

Road damage in the form of potholes is one of the main factors that can disrupt traffic safety and reduce infrastructure
quality. Manual detection has limitations in coverage and speed, thus requiring an automated object detection solution
based on artificial intelligence. This study compares two object detection methods, namely YOLO26 and RF-DETR, in
detecting pothole objects. The dataset used consists of 2,771 images with bounding box annotations obtained from
Roboflow Universe. The dataset is divided into 70% training data, 20% validation data, and 10% test data. In the training
comparison of both models, YOLO26 outperformed RF-DETR in training time; however, RF-DETR achieved faster
convergence in less than 20 epochs. Both models were evaluated using standard metrics such as Precision, Recall, F1-
Score, and mean Average Precision (MAP@50 and mAP@50-95). The results show that YOLO26 achieved higher
precision, with YOLO26L reaching a precision of 0.7398 and mAP@50 of 0.4846. Meanwhile, RF-DETR excelled in recall
with a value of 0.8089, indicating its ability to detect more small objects, though with lower precision. Therefore, YOLO26
is more suitable for road damage detection systems that require high accuracy and computational efficiency, while RF-
DETR remains relevant in contexts emphasizing broader detection coverage.
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Abstrak

Kerusakan jalan berupa lubang merupakan salah satu faktor utama yang dapat mengganggu keselamatan lalu lintas dan
menurunkan kualitas infrastruktur. Deteksi manual memiliki keterbatasan dalam cakupan dan kecepatan, sehingga
diperlukan solusi deteksi objek otomatis berbasis kecerdasan buatan. Penelitian ini membandingkan dua metode deteksi
objek, yaitu YOLO26 dan RF-DETR, dalam mendeteksi objek jalan berlubang. Dataset yang digunakan terdiri dari 2771
dengan anotasi bounding box yang diperoleh dari Roboflow Universe. Dataset dibagi menjadi data, yaitu 70% data train,
20% data valid, dan 10% data test. Pada perbandingan pelatihan kedua model, YOLO26 lebih unggul dalam waktu pelatihan
dibandingkan RF-DETR, namun RF-DETR lebih cepat mendapatkan konvergensi kurang dari 20 epoch. Pada kedua model
dilakukan evaluasi menggunakan metrik standar seperti Precision, Recall, F1-Score, serta mean Average Precision
(mAP@50 dan mAP@50-95). Hasil penelitian menunjukkan bahwa YOLO26 lebih ungul menghasilkan nilai precision
tinggi, dengan YOLO26L mencapai precision sebesar 0,7398 dan mAP@50 sebesar 0,4846. Sedangkan RF-DETR unggul
dalam recall dengan nilai 0,8089, menandakan kemampuan mendeteksi lebih banyak objek kecil, namun precision lebih
rendah. Dengan demikian, YOLO26 lebih sesuai diterapkan pada sistem deteksi kerusakan jalan yang membutuhkan
akurasi tinggi dan efisiensi komputasi, sementara RF-DETR tetap relevan untuk konteks yang menekankan cakupan deteksi
luas.

Kata Kunci: Deteksi Objek, Jalan Berlubang, RF-DETR, Visi Komputer, YOLO26.
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1. PENDAHULUAN

Infrastruktur jalan merupakan salah satu komponen vital dalam menunjang aktivitas ekonomi, sosial,
dan mobilitas masyarakat[1]. Dengan kondisi jalan yang baik menjadi prasyarat penting bagi transportasi darat
dalam mendorong dan meningkatkan berbagai aspek, termasuk perjalanan, distribusi barang, dan jasa[2].
Namun, jika permukaan jalan berlubang dan berbahaya, hal tersebut menghambat kelancaran lalu lintas dan
membahayakan pengguna jalan, terutama saat cuaca buruk[3]. Jalan berlubang terbentuk akibat kombinasi
berbagai faktor, di antaranya cuaca ekstrem, beban lalu lintas yang tinggi, dan kendaraan berat, serta metode
konstruksi yang buruk dan kurangnya pemeliharaan jalan yang tidak optimal[4]. Untuk meminimalkan risiko
akibat jalan berlubang, deteksi dini terhadap jalan berlubang menjadi langkah krusial dalam upaya penanganan
cepat sebelum kerusakan berkembang lebih lanjut. Metode konvensional dalam mendeteksi jalan berlubang,
seperti inspeksi manual oleh petugas lapangan, memiliki keterbatasan dari sisi efisiensi waktu, cakupan
wilayah, dan objektivitas penilaian[5]. Oleh karena itu, solusi berbasis teknologi mutakhir, khususnya
kecerdasan buatan (Artificial Intelligence) dan computer vision, semakin banyak dikembangkan dan diteliti
sebagai alternatif yang lebih efisien.

Evolusi computer vision, terutama munculnya Deep Learning (DL), telah menggeser paradigma dari
inspeksi manual ke deteksi otomatis[6]. Dua pendekatan utama dalam deteksi objek berbasis deep learning
telah berkembang pesat, yaitu arsitektur berbasis Convolutional Neural Network (CNN) dan arsitektur berbasis
Transformer[7], [8]. Di sisi CNN, seri YOLO (You Only Look Once) telah terbukti mampu melakukan deteksi
secara real-time dengan tingkat akurasi yang kompetitif[9]. Berbagai versi YOLO, mulai dari YOLOV9,
YOLOV10, hingga YOLOV11 telah digunakan dalam penelitian untuk mendeteksi kerusakan jalan, termasuk
jalan berlubang[10], [11], [12]. Pada awal 2025, YOLOv12 diperkenalkan oleh Tian, Ye, dan Doermann
dengan mengintergrasikan mekanisme attention berbasis area attention dan R-ELAN (Residual Efficient Layer
Aggregation Network) untuk agregasi fitur yang lebih baik[13]. Meskipun menawarkan tolok ukur yang kuat,
namun tetap bergantung pada Non-Maximum Suppression (NMS) dan Distribution Focal Loss (DFL), yang
menambah beban latensi dan menyulitkan ekspor model, khususnya untuk perangkat daya rendah . Hal tersebut
menjadi motivasi Ultralytics untuk megembangkan YOLO26[14].

YOLO26 merupakan anggota terbaru YOLO yang dirilis oleh Ultralytics pada September 2025, yang
dirancang untuk menghadirkan efisiensi, akurasi, dan penerapan pada perangkat edge serta perangkat berdaya
rendah. Inovasi arsitektur utama YOLO26 adopsi inferensi end-to-end bebas Non-Maximum Suppression
(NMS), sehingga mengurangi bottleneck pada perangkat keras terutama pada non-GPU dan menstabilkan
latensi. Di sisi regresi, YOLO26 juga menghilangkan Distribution Focal Loss (DFL), menggantinya dengan
formulasi yang lebih ringan dan ramah perangkat keras daya rendah[15].

Di sisi lain, arsitektur berbasis Transformer juga mengalami perkembangan yang signifikan dengan
hadirnya model-model DEtection TRansformer (DETR). RT-DETR (Real-Time DEtection TRansformer)
merupakan model yang diperkenalkan oleh Zhao membuktikan bahwa detektor end-to-end berbasis
Transformer dapat mencapai performa real-time dengan menghilangkan Non-Maximum Suppression
(NMS)[16]. RF-DETR (Roboflow Detection TRansformer) merupakan model Transformer terbaru yang
dikembangkan oleh Roboflow pada tahun 2025. RF-DETR merupakan model deteksi objek real-time berbasis
Transformer yang dibangun di atas arsitektur LW-DETR dengan backbone DINOv2, serta memanfaatkan
Neural Architecture Search (NAS) untuk mengoptimalkan akurasi dan latensi. Sehingga membuatnya unggul
terutama terlihat pada deteksi objek kecil dan menjadikannya model state-of-the-art (SOTA) untuk deteksi
real-time[17].

Penelitian terdahulu telah membandingkan RF-DETR dan YOLOv12 dalam mendeteksi kerusakan
jalan, termasuk jalan berlubang. Hasil penelitian tersebut ketika menggunakan dataset UDTIRI menunjukkan
bahwa RF-DETR lebih unggul dalam akurasi. Sedangkan pada dataset in-house kedua model mengalami
penurunan akurasi, namun YOLOv12 tetap menjaga performa real-time yang konsisten[18]. Hasil tersebut
menunjukkan bahwa kedua model memiliki relevansi dalam konteks pendeteksian jalan berlubang. Namun,
penelitian membandingkan YOLOvV26 dengan RF-DETR masih sangat terbatas, terutama dalam mendeteksi
jalan berlubang. Mendeteksi jalan berlubang memiliki karakteristik tantangan tersendiri, seperti variasi ukuran
lubang yang sangat beragam dan variasi kondisi pencahayaan, serta latar belakang aspal yang seringkali
memiliki tekstur serupa dengan lubang itu sendiri. Oleh karena itu, kajian mengenai kinerja kedua arsitektur
dalam pendeteksian jalan berlubang diperlukan, sehingga dapat menyajikan acuan praktis bagi pengembang
dalam memilih model yang tepat.

Berdasarkan permasalahan yang telah diuraikan, penelitian ini akan membandingkan performa
YOLO26 dan RF-DETR dalam konteks deteksi jalan berlubang. Evaluasi dilakukan berdasarkan metrik standar
deteksi objek, meliputi precision, recall, F1-score, dan mean Average Precision (mAP)[19], [20]. Dengan
demikian, kontribusi utama penelitian adalah menyediakan perbandingan eksperimental yang komprehensif
dan terfokus antara YOLO26 dan RF-DETR khusus untuk kasus deteksi lubang jalan, yang dapat menjadi
acuan praktis bagi pengembang sistem pemantauan infrastruktur jalan. Sehingga dapat mendukung upaya
peningkatan keselamatan lalu lintas, serta efisiensi pemeliharaan infrastruktur yang lebih efektif dan efisien.
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2. METODE PENELITIAN

Penelitian eksperimen dilakukan untuk membandingkan performa dari algoritma YOLO26 dan RF-
DETR dengan menggunakan dataset jalan berlubang yang sama, kemudian membandingkan performa
keduanya secara sistematis berdasarkan standar metrik evaluasi seperti precision, recall, F1-score, dan mean
Average Precision (mAP)[19].

2.1. Tahapan Penelitian
2.1.1. Pengumpulan Data

Penelitian ini dimulai dengan pengumpulan dataset gambar jalan berlubang yang akan digunakan dalam
pelatihan model. Dataset yang digunakan merupakan dataset publik yang diperoleh dari Roboflow Universe
[21]. Dataset ini terdiri dari 2771 gambar jalan berlubang dengan kelas pothole yang telah di anatosi dengan
format bounding box, serta mencakup citra jalan dari berbagai kondisi permukaan, pencahayaan, dan sudut
pengambilan gambar.

2.1.2. Preparation dan Preprocessing Data

Penelitian ini menggunakan dataset berjumlah 2771 gambar jalan berlubang kemudian dibagi menjadi
tiga dengan rasio 70% digunakan sebagai data train, 20% sebagai data valid, dan 10% sebagai data test.
Pembagian dataset ini dilakukan untuk memastikan distribusi kelas yang seimbang. Anotasi bounding box
pada dataset dikonversi ke format yang sesuai dengan masing-masing model. Untuk YOLO26 menggunakan
format YOLO (.txt), sedangkan untuk RF-DETR menggunakan format COCO JSON yang kemudian
dikonversi secara otomatis oleh library model.

2.1.3. Pelatihan Model

Semua pelatihan untuk kedua model deep learning RF-DETR dan YOLO26 dilakukan di Google Colab
Pro dengan komputasi yang identik untuk memastikan perbandingan yang adil. Kedua model dilatih pada GPU
A100 dengan VRAM 40 GB, hal ini dilakukan untuk memastikan sumber daya komputasi yang cukup untuk
melatih model deteksi objek.

Pelatihan model RF-DETR menggunakan varian Large, Base, dan Nano dilatih selama 50 epoch pada
dataset jalan berlubang. Mengingat model RF-DETR menunjukkan konvergensi yang cepat pada single-class,
dengan performa yang meningkat secara stabil di bawah 20 epoch[22]. Model YOLO26 dilatih menggunakan
varian YOLO26X, YOLO26L, dan YOLO26N, masing-masing dilatih selama 100 epoch guna memastikan
konvergensi dan generalisasi yang optimal. Untuk kedua model, dilatih menggunakan konfigurasi batch size
16 dan resolusi gambar distandarisasi menjadi 640x640 piksel, resolusi umum yang digunakan dalam tugas
deteksi objek.

2.1.4. Evaluasi

Evaluasi performa kedua model dilakukan menggunakan serangkaian metrik standar dalam deteksi
objek, yaitu Precision, Recall, F1-Score, dan mean Average Precision (MAP@50 dan mAP@50-95). Evaluasi
kinerja model di hitung berdasarkan hasil True Positives (TP), False Positives (FP), dan False Negatives
(FN)[23]. Metrik-metrik tersebut dihitung menggunakan persamaan 1-3.

TP

Precision = —— "
TP+FP
Recall = —=~ o
TP+FN
F1Score = 2 x LrecisionxRecall "

Precision+Recall

Precision mengukur keakuratan model dalam deteksi jalan berlubang, recall mengukur proporsi objek
yang ada dalam gambar, dan F1-Score menyeimbangkan kedua aspek tersebut untuk memberikan penilaian
yang seimbang dari akurasi model [24], ditunjukkan pada persamaan 4-5.

mAP@50 = ¥, AP, @)
mAP@50 — 95 = = .8, mAP, (5)

MAP@50 yang dihitung pada ambang batas Intersection over Union (loU) tetap sebesar 0,50. Deteksi
dianggap sebagai True Positive (TP) jika IoU > 0,50. Pada mAP@50-95 metrik ini lebih ketat, karena mAP
dihitung dengan 10 ambang batas loU dari 0,50 hingga 0,95 dengan langkah 0,05 (0.50, 0.55, ..... 0.95)[22].
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2.2. Literature Review

Beberapa penelitian terdahulu telah mengkaji penerapan arsitektur berbasis Transformer untuk deteksi
objek, khususnya yang berkaitan dengan RF-DETR. RF-DETR diperkenalkan sebagai model deteksi objek
real-time yang mampu melampaui detector real-time sebelumnya seperti D-FINE dan LW-DETR pada
benchmark COCO dan RF100-VL[17]. Pada penelitian perbandingan RF-DETR dengan YOLOv12 dalam
mendeteksi greenfruit yang kompleks, membuktikan RF-DETR dengan mekanisme deformable attention
unggul dalam pemodelan, sehingga lebih efektif dalam mengidentifikasi objek yang sebagian tertutup atau
bercampur dengan latar belakang[22]. Temuan ini dikonfirmasi oleh Zou et al (2025) mengembangkan model
Pavement-DETR untuk deteksi kerusakan perkerasan jalan, menyimpulkan bahwa arsitektur DETR memiliki
kelebihan signifikan dalam membedakan objek latar depan dan belakang, serta mendeteksi retakan halus dan
lubang yang berkelompok pada permukaan jalan[25].

Sementara itu, penelitian mengenai YOLO26 sebagai generasi baru keluarga YOLO juga telah banyak
dikaji sejak perilisannya. Sapkota et al (2026) dalam studi benchmarking arsitektural menjelaskan bahwa
YOLO26 dirancang dengan menghilangkan Distribution Focal Loss (DFL), adopsi inferensi end-to-end bebas
Non-Maximum Suppression (NMS), integrasi Progressive Loss Balancing (ProgLoss) dan Small-Target-
Aware Label Assigment (STAL), serta optimizer MuSGD untuk konvergensi yang lebih stabil. Pada studi
tersebut menyajikan hasil benchmark YOLO26 pada perangkat edge seperti NVIDIA Jetson Nano dan Orin,
menunjukkan performa yang kompetitif dibandingkan YOLOVS8, YOLOv11, YOLOv12, dan RT-DETR[14].
Penelitian oleh Fortin dan Llantos (2025) melakukan analisis performa beragam versi YOLO untuk deteksi
jalan berlubang secara real-time. Hasil dari penelitian menunjukkan bahwa model-model YOLO konsisten
dalam memberikan kecepatan inferensi yang tinggi [10]. Namun penelitian tersebut belum mencakup YOLO26
yang memiliki arsitektur yang lebih efisien dan bebas NMS. Pada penelitian Chakrabarty melakukan analisis
framework bebas NMS pada YOLO26, menyimpulkan bahwa penghapusan NMS dan DFL meningkatkan
kompabilitas ekspor model terutama pada perangkat daya rendah dan akeselator non-GPU[15].

Selain itu penelitian yang dilakukan Kurrey et al (2026) membandingkan RF-DETR dan YOLOv12
untuk menilai kondisi permukaan jalan menggunakan dua dataset yang berbeda. Pada dataset UDTIRI,
menunjukkan bahwa RF-DETR lebih unggul dalam hal akurasi, sedangkan pada dataset In-House kedua model
mengalami penuruan performa, namun YOLOV12 tetap menjaga konsistensi kecepatan inferensi real-time[18].
Namun, model YOLOv12 masih menggunakan DFL dan NMS, hal ini dapat menambah beban latensi dan
menyulitkan ekspor model, khususnya untuk perangkat daya rendah. Oleh karena itu, peneliti melanjutkan
perbandingan RF-DETR dengan YOLO26, versi terbaru YOLO dengan menghilangkan DFL dan bebas NMS,
sehingga dapat menstabilkan latensi dan ramah perangkat keras daya rendah.

Berdasarkan kajian literatur tersebut, penelitian yang membandingkan RF-DETR dengan arsitektur
YOLO dalam mendeteksi kerusakan jalan masih menggunakan YOLOv12 atau versi YOLO lebih lama sebagai
pembanding, sementara belum ada penelitian yang secara spesifik mengevaluasi YOLO26 dengan inovasi
menghapus DFL dan bebas NMS dalam mendeteksi objek jalan berlubang masih terbatas. Oleh karena itu,
penelitian ini berupaya mengisi kesenjangan tersebut dengan menyajikan perbandingan yang sistematis antara
YOLO26 dan RF-DETR dalam mendeteksi objek jalan berlubang, serta memberikan acuan praktis terkini bagi
pengembang sistem dalam memilih arsitektur yang sesuai dengan kebutuhan presisi, cakupan deteksi, maupun
efisiensi komputasi pada perangkat implementasi.

3. HASIL DAN PEMBAHASAN

Bagian ini didasarkan pada hasil eksperimen pengujian model YOLO26 dan RF-DETR untuk
mengetahui sejauh mana performa model dalam mendeteksi objek jalan berlubang. Parameter evaluasi yang
digunakan berdasarkan metrik standar deteksi objek, meliputi precision, recall, F1-score, dan mean Average
Precision (mAP).

3.1. Hasil Pelatihan Model

Hasil pelatihan menunjukkan perbedaan waktu yang signifikan dari kedua model serta variannya. Model
YOLO26 lebih cepat, di mana varian YOLO26N menyelesaikan 100 epoch dalam waktu 33 menit 7 detik,
YOLO26L (52 menit 8 detik), dan YOLO26X (66 menit 4 detik). Sebaliknya, RF-DETR membutuhkan waktu
lebih lama meskipun jumlah epoch lebih sedikit. RF-DETRNano menyelesaikan 50 epoch dalam 77 menit 29
detik, RF-DETRBase (90 menit 12 detik), dan RF-DETRLarge (100 menit 11 detik).

Pada Gambar 1, hasil pelatihan tampilkan melalui grafik train loss dan validation loss. Pada RF-DETR,
baik varian Base, Large, maupun Nano memperlihatkan penurunan train loss yang konsisten dari awal hingga
akhir epoch. Namun validation loss yang menurun lebih lambat dan cenderung stabil pada epoch kurang dari
20. Pola ini menandakan RF-DETR cepat mencapai konvergensi, namun memiliki gap yang cukup besar antara
train loss dan validation loss sehingga berpotensi mengalami overfitting. Hal ini disebabkan dengan variasi
dan jumlah dataset 2771 gambar yang relatif sedikit, sehingga model cepat mengalami kejenuhan.
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Training & Validation Loss RF-DETR Large Training & Validation Loss RF-DETRBase Training & Validation Loss RF-DETRNano

1 — Train Loss — Train Loss — Train Loss
Val Loss — Valloss Val Loss

0 10 20 30 40 50 o 10 20 30 40 50 0 10 20 30 40 50
Epoch Epoch Epoch

Gambar 1. Training & Validation Loss Model RF-DETR

Sementara itu, YOLO26 menunjukkan hasil yang lebih stabil, di mana train loss menurun hingga
mendekati nilai rendah sekitar 1.0, sedangkan validation loss turun dan kemudian stabil di kisaran 50 epoch.
Hal ini ditunjukkan pada gambar 2 yang menggambarkan bahwa gap train dan validation loss relatif kecil,
menandakan kemampuan generalisasi yang lebih baik dibandingkan RF-DETR.

Training & Validation Loss YOLO26X Training & Validation Loss YOLO26L Training & Validation Loss YOLO26N

—— Train Loss. 22 —— Train Loss. 18 —— Trein Loss
al Loss Val Loss. (\ Val Loss

80 100 o 2 80 100 o 20 4@ 60 80 100

40 ©
Epoch Epoch

Gambar 2. Training & Validation Loss Model YOLO26

3.2.  Hasil Evaluasi Performa Model

Mengevaluasi performa dilakukan dengan menggunakan data test yang telah disiapkan, di mana metrik
utama seperti Precision, Recall, F1-Score, mAP@50, dan mAP@50-95 dihitung berdasarkan hasil prediksi
model terhadap data ground truth. Hasil perbandingan performa antar model disajikan pada Tabel 1.

Table 1. Perbandingan Performa Model

Model Precision Recall F1-Score
YOLO26X 0,7346 0,7720 0,7528
YOLO26L 0,7398 0,7797 0,7592
YOLO26N 0,6941 0,7935 0,7405

RF-DETRLarge 0,5814 0,8089 0,6765
RF-DETRBase 0,5722 0,7935 0,6649
RF-DETRNano 0,5900 0,7119 0,6453

Hasil evaluasi pada semua model, YOLO26L mencapai kinerja tertinggi dalam hal precision (0,7349)
dan F1-score (0,7592), namun recall (0,7797) nilainya lebih rendah dari YOLO26N dan RF-DETR varian
Large dan Base. Pada model YOLO26X mendapatkan nilai lebih rendah sedikit dari YOLO26L dengan nilai
precision (0,7346), recall (0,7720) dan F1-score (0,7528). Sedangkan YOLOZ26N kinerja terendah diantara
varian YOLO26 dalam hal precision (0,6941) dan F1-score (0,7405), namun recall (0,7935) nilainya lebih
tinggi dari varian YOLO26 X, L dan RF-DETR varian Nano.

Sebaliknya, RF-DETR Large memiliki recall yang lebih tinggi yaitu 0.8089 menandakan kemampuan
mendeteksi lebih banyak objek pothole, namun precision (0,5814) dan F1-score (0,6765) lebih rendah dari
YOLO26. Pada model RF-DETR Base mendapatkan nilai precision (0,5722), recall (0,7935), dan F1-score
(0,6649). Sedangkan model RF-DETR Nano mendapatkan kinerja terendah dengan precision (0,5900), recall
(0,7119), dan F1-score (0,6453).Temuan ini menunjukkan bahwa RF-DETR unggul dalam recall, sehingga
dapat deteksi objek kecil, tetapi memiliki keterbatasan dalam menjaga precision.

3.3.  Perbandingan Mean Average Precision (mAP)

Evaluasi performa model dilanjutkan dengan membandingkan nilai mean Average Precision (mAP)
pada dua ambang batas, yaitu mMAP@50 dan mAP@50-95 yang dapat dilihat pada Gambar 3.

Hasil perbandingan mean Average Precision (mAP), menunjukkan bahwa model YOLO26 secara
konsisten menghasilkan nilai yang lebih tinggi dibandingkan dengan RF-DETR. Varian YOLO26N mencapai
nilai mMAP@50 tertinggi sebesar 0.7960, diikuti oleh YOLO26L (0.7924) dan YOLO26X (0.7801). Sementara
itu, RF-DETR Large memperoleh mAP@50 sebesar 0.7662, RF-DETR Base sebesar 0.7437, dan RF-DETR
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Nano sebesar 0.6952. Perbedaan ini menegaskan bahwa YOLO26 lebih unggul dalam mendeteksi objek pada
ambang batas loU yang lebih longgar.

Perbandingan mean Average Precision (mAP)
L0

. MAP@50
. mAP@50-95

0.8 0.7801 0.7924 0.7960

Nilai Metrik

YOLO26X YOLO26L YOLO26N RF-DETRLarge RF-DETRBase RF-DETRNano
Model

Gambar 3. Perbandingan mAP@50 dan mAP@50-95

Pada metrik mAP@50-95, YOLO26L mencatat nilai tertinggi sebesar 0.4846, diikuti oleh YOLO26N
(0.4782) dan YOLO26X (0.4661). RF-DETR Large memperoleh nilai 0.4752, RF-DETR Base (0.4462), dan
RF-DETR Nano (0.4223). Walaupun selisihnya tidak terlalu besar, YOLO26 tetap menunjukkan keunggulan
dalam menjaga performa pada evaluasi yang lebih ketat.

Secara keseluruhan, hasil ini memperlihatkan bahwa YOLO26 lebih konsisten dan stabil dalam
menghasilkan mAP tinggi, baik pada ambang batas loU rendah maupun tinggi. RF-DETR, meskipun memiliki
nilai recall yang lebih tinggi, namun cenderung tertinggal dalam hal mAP terutama pada evaluasi ketat
(mAP@50-95). Temuan ini menunjukkan YOLO26 dengan precision yang lebih unggul dalam mendeteksi
objek, sementara RF-DETR lebih kuat dalam mendeteksi sebanyak mungkin objek tetapi dengan precision
yang lebih rendah.

3.4.  Analisis Hasil Deteksi RF-DETR dan YOLO26

Hasil deteksi dari kedua model kemudian dilakukan pengujian lanjutan menggunakan gambar baru yang
tidak termasuk dalam dataset yang diambil dari internet. Pengujian ini bertujuan untuk membandingkan
kemampuan dari kedua model terhadap data yang belum pernah dilihat sebelumnya dalam mendeteksi objek
jalan berlubang, serta menampilkan nilai akurasi yang disajikan pada Gambar 4 .

Gambar Asli YOLO26 ~ RF-DETR
F o yaded B LT ] o o

Gambar 4. Hasil YOLO26 dan RF-DETR Deteksi Jalan Berlubang

Pada gambar tersebut, terlihat bahwa metode YOLO26 menghasilkan bounding box dengan tingkat
akurasi yang lebih tinggi dan konsisten di atas 0,85, sehingga deteksi lebih presisi dan stabil. Hal ini
menunjukkan efektivitas YOLO26 dalam memberikan hasil yang akurat dan efisien untuk deteksi real-time,
meskipun jumlah lubang yang terdeteksi relatif lebih sedikit. Sebaliknya, metode RF-DETR berbasis arsitektur
Transformer mampu mendeteksi lebih banyak objek jalan berlubang. Namun, confidence score yang dihasilkan
lebih bervariasi, mulai dari 0,53 hingga 0,92, sehingga menunjukkan tingkat ketidakpastian yang lebih tinggi
dan potensi menghasilkan deteksi berlebih. Dari perbandingan visual, YOLO26 unggul dalam aspek precision
dan kecepatan, sedangkan RF-DETR lebih kuat dalam recall dan sensitivitas terhadap variasi objek. Dengan
demikian, dapat disimpulkan bahwa YOLO26 lebih sesuai untuk sistem deteksi yang membutuhkan akurasi
tinggi dan efisiensi komputasi, sementara RF-DETR lebih tepat digunakan pada skenario yang menekankan
cakupan deteksi luas, meskipun dengan konsekuensi waktu komputasi lebih besar.
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4, KESIMPULAN

Penelitian ini telah membandingkan performa dua metode deteksi objek, yaitu YOLO26 dan RF-DETR,
dalam mendeteksi objek jalan berlubang menggunakan dataset sebanyak 2.771 gambar yang diperoleh dari
Roboflow Universe. Berdasarkan hasil eksperimen dengan evaluasi komprehensif meliputi precision, F1-
Score, MAP@50, dan mAP@50-95. Hasil eksperimen menunjukkan bahwa menunjukkan bahwa YOLO26
terbukti lebih unggul secara keseluruhan dalam hal precision, F1-Score, dan mean Average Precision (mAP).
Varian YOLO26L mencapai precision tertinggi sebesar 0,7398 dan mAP@50-95 sebesar 0,4846, sementara
YOLO26N mencatat mAP@50 tertinggi sebesar 0,7960. Selain itu, YOLO26 menunjukkan kemampuan
generalisasi yang lebih baik dengan gap antara train loss dan validation loss yang relatif kecil, serta waktu
pelatihan yang lebih efisien dibandingkan RF-DETR. Hal ini membuat YOLO26 lebih ideal untuk untuk
diterapkan pada sistem pendeteksian kerusakan jalan yang memerlukan presisi tinggi serta efisiensi komputasi,
terutama pada perangkat daya rendah dan terbatas. Di sisi lain, RF-DETR menunjukkan keunggulan dalam
aspek recall, di mana RF-DETR Large mencapai nilai recall tertinggi sebesar 0,8089. Kemampuan ini
mengindikasikan bahwa RF-DETR lebih sensitif dalam mendeteksi sebanyak mungkin objek jalan berlubang,
termasuk objek berukuran kecil, meskipun dengan konsekuensi precision yang lebih rendah. RF-DETR juga
menunjukkan konvergensi yang lebih cepat, yakni dalam kurang dari 20 epoch, sehingga relevan untuk
digunakan dalam konteks yang menekankan cakupan deteksi yang luas dan kecepatan konvergensi model.
Secara keseluruhan, pemilihan model sebaiknya disesuaikan dengan kebutuhan sistem yang akan dibangun.
YOLO26 muncul sebagai solusi yang paling praktis untuk deteksi lubang jalan secara real-time dengan presisi
tinggi pada perangkat dengan sumber daya terbatas. sedangkan RF-DETR lebih tepat digunakan pada skenario
yang memprioritaskan deteksi menyeluruh terhadap objek jalan berlubang. Untuk penelitian selanjutnya
disarankan untuk menggunakan dataset yang lebih besar dan beragam dari berbagai kondisi jalan, cuaca, dan
pencahayaan, serta melakukan pengujian langsung pada perangkat edge untuk memvalidasi performa kedua
model dalam implementasi nyata.
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